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Resumo 

O presente estudo consistiu do uso da técnica de classificação 

orientada ao objeto, utilizando o algoritmo K Nearest 

Neighbor, e baseada em regras com uso da lógica Fuzzy para 

mapear copas de Araucaria angustifolia (Bertol.) Kuntze em 

um fragmento de Floresta Ombrófila Mista (FOM), 

localizada na Floresta Nacional de Irati, PR (Brasil), 

utilizando imagem de alta resolução Quickbird II. 

Primeiramente foi efetuado o trabalho de campo para coleta 

de informações sobre a espécie com base em fotografias 

aéreas em escala 1:2000, para validação dos resultados da 

classificação. A imagem Quickbird II foi fusionada pelo 

método de Gram-Schmidt, pelo qualrealizou-se a 

segmentação da imagem utilizando níveis de escalas iguais 

para ambos os métodos, sendo 80 para a segmentação e 90 

para a opção merge segments. Na classificação orientada ao 

objeto foram testados dois métodos, sendo um supervisionado 

e outro utilizando regras de classificação com a composição 

das bandas 4R, 3G e 2B. Para as classes tipológicas Araucaria 

angustifolia e Folhosas foram destacadas as regras espectrais 

como valores mínimos e máximos da banda infravermelho 

próximo, e as regras referentes ao NDVI (razão de bandas), e 

o atributo espacial “área”. Para a classe sombra destacaram-

se as regras de “intensidade” e valores espectrais, como 

valores máximos e mínimos da banda verde. O acerto para os 

métodos supervisionado e por regras foi classificado como 

excelente, com valores de Kappa de 0,83 e 0,82 

respectivamente. Tanto a classificação por regras como 

supervisionada utilizando a lógica fuzzy, mostraram-se 

acuradas no delineamento das copas de Araucária. 

Palavras-chave: Floresta Ombrófila Mista, Classificação 

Orientada ao Objeto, Alta Resolução, Sistema de 

Informações Geográficas. 

 

Abstract 

The present study consisted of the use of the object-oriented 

classification with algorithm K Nearest Neighbor, and based 

on rules with use of Fuzzy logic to mapping crows of 

Araucaria angustifolia (Bertol.) Kuntze in a fragment of 

Araucaria Forest, located in the National Forest of Irati, PR 

(Brazil), using high resolution image Quickbird II. Firstly, the 

field work was carried out to collect information on the 

species, based on aerial photographs in 1:2000 scale, to 

validate the results of the classification. The Quickbird II 

image was merged by the Gram-Schmidt method where 

image segmentation was performed using equal scaling levels 

for both methods, 80 for segmentation and 90 for the merge 

segments option. In the object-oriented classification two 

methods were tested, one being supervised and another using 

classification rules using the composition of the 4R, 3G and 

2B. To Araucaria angustifolia and Hardwoods typological 

classes the spectral rules were highlighted as the minimum 

and maximum values of the near infrared band, and the rules 

related to NDVI (band ratio), and the spatial attribute "area". 

For the shadow class we highlighted the rules of "intensity", 

and spectral values as maximum and minimum values of the 

green band. The fit for supervised and rule methods was rated 

as excellent, with Kappa values 0.83 and 0.82 respectively. 

Both the classification by rules and supervised using the fuzzy 

logic, were shown to be accurate in the delineation of the 

Araucaria crown. 

Keywords: Araucaria Forest, Object Oriented Classification, 

Fuzzy Logic, Geographic Information System. 

 

Introdução 

A disponibilidade de dados de alta resolução trouxe uma 

reconsideração dos métodos digitais utilizados para a 

extração de informações para o estudo da vegetação. Novos 

conceitos de processamento de imagens, bem como de 

algoritmos Fractais (Baatz et al. 2005), Lógica fuzzy (Aksoy 

et al. 2012; Pham et al. 2016) ou segmentação (Erkol et al. 

2005; Jakubowski et al. 2013), foram desenvolvidos. Quanto 

à complexidade da Floresta Ombrófila Mista, abordagens 

baseadas em segmentação e lógica fuzzy podem ser mais 

apropriadas e poderiam significar e reforçar o papel da 

teledetecção na silvicultura.  

Durante os últimos anos muitas pesquisas foram 

dedicadas ao uso de dados de sensoriamento remoto para 

aplicações florestais. Muitos tipos de sensores foram testados, 

de multiespectral para hiperspectral, de RADAR para laser 

aerotransportado (ALS). 

Os sensores multiespectrais, têm um alto potencial na 

classificação de espécies arbóreas quando estas têm 

diferentes respostas espectrais (Uriarte et al. 2012; Dalponte 

et al. 2009; Heinzel e Koch 2012) e mostraram um bom 

desempenho para a discriminação de espécies. 

A situação atual das florestas nativas do sul do Brasil, 

devido a exploração desordenada que ocorreu no passado, 

onde as árvores de maior porte das espécies mais valiosas 

foram abatidas, conduziu ao processo de deterioração 

genética de muitas espécies. A qualidade superior da madeira 

da Araucaria angustifolia, principal espécie explorada, e sua 

abundância original na região do Sul do Brasil, foram fatores 

importantes que contribuíram para a destruição quase que 

completa dos ecossistemas nativos. Todavia, conforme 

Sanquetta e Tetto (2000) não foi a extração da madeira a 

principal causa da devastação iniciada no final do século XIX, 

e intensificada a partir de meados do século XX, mas sim, o 

desmatamento para finalidades agrícolas e pecuárias os 

motivos mais fortes da redução da cobertura florestal nos 

estados do Sul do Brasil. 

Diante destes cenários de fragmentação das florestas 

nativas com cobertura de araucária, estudos devem ser 

conduzidos com a finalidade de avaliar o seu potencial 
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madeireiro, proteção e resgate genético das espécies 

remanescentes com propósito de estimular o 

desenvolvimento sustentável. Para isto, faz-se necessário a 

integralização de técnicas de manejo florestal, morfometria e 

dinâmica das espécies, cujas ferramentas computacionais 

relacionadas ao processamento de imagens de sensores 

remotos podem ser usadas para a coletada de informações de 

maneira rápida e precisa. 

Diversas técnicas digitais foram desenvolvidas visando 

delinear automaticamente as copas de árvores (Gougeon 

1999) e seus resultados, em algumas delas, foram usadas 

posteriormente para estimar, a densidade e a composição 

florística das espécies arbóreas que ocorrem em áreas 

consideradas. A maioria desses trabalhos foi conduzida em 

talhões de coníferas, cujo formato cônico das copas favorece 

a delineação automática nas imagens de alta resolução, uma 

vez que as bordas bem distintas observadas nas copas 

apresentam um ponto de reflectância máxima, que geralmente 

é o topo da árvore “local maximum”.  

A arquitetura das copas das araucárias, sua posição nos 

estratos superiores da floresta, além da clareza de como 

aparecem nas imagens digitais de alta resolução são aspectos 

importantes que determinam a possibilidade de delineamento 

automático de suas copas, via processamento digital por 

softwares ou rotinas computacionais específicas.  

Disperati e Oliveira Filho (2005), utilizando a técnica 

considerada por Warner et al. (1999), não conseguiram 

delinear individualmente as copas de Araucaria angustifolia 

e de Ocotea spp. apenas pelas suas sombras periféricas em 

fotografia aérea em escala 1:2.000 escanerizada com 300 dpi 

e resultando tamanho do pixel de aproximadamente 8 cm. 

Alguns estudos florestais nacionais enfocaram no 

delineamento de copas de árvores via classificação orientada 

ao objeto em imagens de alta resolução. Gomes et al. (2009) 

utilizaram segmentação multi-resolução (E-Cognition) em 

uma imagem Quickbird II, com resolução espacial de 61 cm, 

para o mapeamento de duas espécies de árvores Sclerolobium 

punicilatum e Mabea fistulifera. Ambas as espécies, usadas 

para recuperação de áreas degradadas, ocorrem em áreas de 

fácil acesso, e na maioria das vezes, de forma agrupada onde 

a identificação das árvores na imagem e sua confirmação no 

campo foram realizadas com relativa facilidade. O resultado 

da classificação foi comparado com dados de campo, sendo a 

acurácia avaliada por meio da matriz de confusão e do cálculo 

do coeficiente Kappa, tendo este último valor final superior a 

80%. 

Este estudo teve como objetivo delinear copas da espécie 

Araucaria angustifolia em um fragmento da Floresta 

Ombrófila Mista, para avaliar a cobertura de copas em relação 

a espécies de folhosas, utilizando imagem digital de alta 

resolução Quickbird II, e técnicas de sensoriamento remoto e 

GIS como suporte de informações advindas do campo, por 

meio da classificação supervisionada e orientada ao objeto. 

 

Materiais e Métodos 

O local de estudo está situado na Floresta Nacional 

(FLONA) de Irati, localizada na microrregião Centro-Sul do 

Paraná, no Segundo Planalto Paranaense, entre as 

coordenadas geográficas 25o 25’ de latitude Sul, 50o 36’ de 

longitude Oeste, 25o 17’ de latitude Sul e 50o 30’ de 

longitude Oeste. Possui área total de 3.495 ha, dos quais 

1.279,2 ha são de cobertura florestal nativa protegida por mais 

de 60 anos, sem similar na região. A Figura 1 apresenta-se a 

localização da FLONA no contexto Paranaense e da 

microrregião de Irati, PR. 

 
Figura 1. Mapa temático da Flora de Irati, PR, e a Imagem Quickbird na 

composição falsa cor (Bandas R4, G3 e B2), com parcelas permanentes de 25 

ha. 

Em função da alta resolução espacial da imagem 

Quickbird II (Tabela 1), optou-se pelo estudo de uma área 

pequena com 111 ha. Também se levou em consideração a 

localização de parcelas permanentes de 25 ha que estão 

instaladas na cobertura da imagem.  

As bandas multiespectrais e a pancromática da imagem 

Quickbird II foram fusionadas pelo algoritmo de 

Componentes Principais com o objetivo de melhorar a 

resolução espacial das imagens. 

Tabela 1. Escalas testadas para o primeiro e segundo nível de segmentação. 

Imagem 
Quickbird II 

Primeiro 

Nível 

(escala) 

Segundo 

Nível 

(escala) 

70 90 

75 90 

80 90 

85 90 

Para efeito de comparação, foram utilizadas oito (8) 

fotografias aéreas de 70 mm colorido normal não-métricas, 

ampliadas (21 x 28 cm) para a escala 1:2.000, resultantes de 

uma linha de voo de recobrimento fotográfico com 15 

fotografias, em escala original 1:5.000, para validação do 

resultado da classificação (Figura 2). Também foram 

utilizadas duas fotografias aéreas restituídas em escala 

original de 1:25000 referentes ao recobrimento 

aerofotográfico realizado no estado do Paraná em 1980, para 

elaboração do DTM e ortorretificação da imagem Quickbird. 

Figura 2. Interpretação visual das copas de Araucaria angustifolia em mosaico 

de fotografias aéreas de escala 1:2000 

Realizou-se a coleta de pontos de controle necessários 

tanto para a restituição das fotografias aéreas e para a 

ortorretificação da imagem Quickbird II, foram coletados 28 

pontos com GPS em modo diferencial estático abrangendo 

toda a área de estudo, destes, 10 pontos foram utilizados para 

validação da ortorretificação por meio do erro médio 

quadrático (RMS). Assim foi gerado um arquivo em DXF 

referente à restituição aerofotogramétrica (perfilamento e 

rede de drenagem). O perfilamento foi realizado em linhas 

paralelas com equidistância de 10 m e a coleta da altimetria a 

cada 10 m em cada linha abrangendo a área de 1326 ha. O 
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MDT com 0,6 m de resolução espacial foi gerado por meio da 

uma rotina (Envi MDT), disponibilizada pela SULSOFT. 

 

Classificação Orientada ao Objeto 

A segmentação foi realizada utilizando o complemento 

Feature Extraction Module. Foram realizados dois níveis de 

segmentação, sendo o primeiro executado pela função 

Segment Scale Level, que utiliza o algoritmo edge-based 

segmentation. A escala de segmentação tem uma variação de 

0 (zero) a 100 (cem) (Tabela 1), sendo assim, os valores mais 

próximos de zero correspondem à segmentação detalhista, já 

a segmentação com valores de escala perto de 100 promove 

uma generalização dos segmentos (Soares e Beppler 2013). 

O segundo nível de segmentação, corresponde ao ajuste 

relacionado a quantidade de segmentos gerados no primeiro 

nível. Caracterizado como de uso opcional, esse nível de 

segmentação é executado pela função Merge Level, onde o 

algoritmo Full Lambda-Schedule é responsável pela 

realização desse processo. O fundamento desse algoritmo 

corresponde ao ajuste dos segmentos adjacentes em função da 

combinação espacial e espectral (Pesck 2011). A fusão de 

segmentos ti,j ocorre quando o algoritmo encontra um par de 

regiões adjacentes, i e j, de forma que o valor da fusão é 

menor que um valor de limiar de λ. A expressão 1 representa 

o modelo matemático que caracteriza o algoritmo Full 

Lambda- Schedule. 

ti, j =
  

([Oi]∗ [Oj])

[Oi]+ [Oj]
∗││  ui – uj││²    

length (𝜕(Oi,Oj))
    (1) 

Em que: Oi = a região i-ésima da imagem; Oj = a região 

j-ésima da imagem; [Oi] = a área da região i-ésima da 

imagem; [Oj] = a área da região j-ésima da imagem; ui = valor 

médio da região i-ésima; uj = valor médio da região j-ésima; 

││ ui – uj││ ² = distância euclidiana entre os valores espectrais da 

região i-ésiama j-ésima; length (𝜕(Oi, Oj)) = comprimento da 

borda em comum Oi, Oj. 

Após a análise visual, levando em consideração o formato 

das copas das araucárias, optou-se por adotar o segundo nível 

de escala (merging segments) para corrigir os erros (over-

segmentation) da primeira etapa, devido ao fato de que as 

copas de Araucaria angustifolia estarem divididas em mais 

de um segmento, melhorando assim a definição do perímetro 

ou limite das copas.  

Após a etapa de segmentação, foram testados dois tipos 

de classificação da imagem Quickbird, sendo um 

supervisionado empregando amostras (segmentos) para 

treinamento do algoritmo e outro baseado em regras 

(atributos espaciais, espectrais, textura e razão de bandas) 

utilizando a lógica fuzzy.  

A classificação supervisionada K Nearest Neighbor 

(KNN) é baseada no cálculo da distância euclidiana de cada 

segmento que constitui a imagem de segmentação, para cada 

região de treinamento que foi definida. Desta forma, a 

distância é obtida no espaço n-dimensional, em que n é o 

número de atributos para essa região de treinamento. A 

expressão 2 descreve o modelo matemático básico desse 

algoritmo. 

√∑ (𝑥𝑖  – 𝑦𝑖)2𝑘
𝑖=1        (2) 

 

Em que: x = ponto de consulta; y = amostra; k = número 

de vizinhos mais próximos que serão considerados pelo 

algoritmo. 

Foram selecionados os objetos como amostras, que 

serviram como dados de treinamento, sendo utilizados na 

classificação supervisionada para atribuir objetos às 

determinadas classes, onde n é definido pelo número de 

objetos.  

Para avaliar o resultado da classificação foi gerada uma 

matriz de confusão (Congalton et al. 1983; Stehman 1997). 

𝑲 =
𝑵 ∑ 𝒙𝒊𝒋

𝒓
𝒊=𝟏 −∑ (𝒙𝒊∗𝒙𝒋)𝒓

𝒊=𝟏

𝑵𝟐−∑ (𝒙𝒊 ∗𝒙𝒋)𝒓
𝒊=𝟏

 (3) 

Em que K = coeficiente kappa de concordância; N = valor 

total de observações incluídas na matriz; r = número de linhas 

da matriz de erros; xij observação na linha i coluna j; xi = total 

marginal da linha i; xj = total marginal da coluna j. 

 

Resultados e Discussão 

Referente aos pontos utilizados como teste apara avaliar 

a ortorretificação, pode-se afirmar que a precisão foi 

suficiente para obter a correção adequada na imagem. Os 

resultados deste processamento indicaram que o erro médio 

quadrático (RMS) para x e y (planimetria) utilizando 10 

pontos para validação, foi de 0,42 m, sendo assim, satisfatório 

para a sua utilização em etapas subsequentes (Figura 3). 

Araújo (2006) comenta que a correção sobre a imagem 

fusionada por um lado é positiva, pois diminui o número de 

etapas (há apenas um procedimento de ortorretificação). Por 

outro lado, a imagem poderia ficar “borrada” uma vez que as 

bandas multi e PAN são coletadas em tempos ligeiramente 

diferentes. 

 
Figura 3. Erro médio quadrático (em metros), referente aos pontos de controle 

utilizados para validação da ortorretificação. 

Segmentação 

Os níveis de escala 70 e 75 respectivamente (Figura 4 A 

e B), apresentaram grande número de segmentos gerados, 

sendo que ambas as escalas não se ajustam ao perímetro das 

copas. O nível de escala 80 (C) foi o que mais se aproximou 

da realidade da arquitetura da copa, contudo foram 

observadas inconsistências na segmentação, gerando mais de 

um segmento em uma copa. 
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(C) (D) 

Figura 4. Representação das imagens segmentadas de acordo com o primeiro 

nível de escala, A(70), B (75), C(80) e D(85). 

O nível de escala com valor 85 foi muito alto, gerando 

segmentos que agruparam muitas copas. Este fator está 

relacionado a característica de ocorrência da espécie, que 

devido à proximidade das árvores as copas se sobrepõe no 

dossel. 

A densa vegetação desta área de estudo demonstrou a 

necessidade de se utilizar o segundo nível da segmentação. 

Foi aplicado um nível de escala 90 para agrupamento desses 

segmentos que fazem parte das copas das árvores. Com base 

nestas considerações pode-se inferir que a combinação de 

nível de escala 80 para o primeiro nível e 90 para o segundo 

nível da segmentação foi o que apresentou melhores 

resultados. Pinho (2005), utilizando a segmentação 

multiescala no Software eCognition, encontrou melhores 

resultados dando maior peso ao parâmetro de escala (nos 3 

níveis), por ser o parâmetro de maior relevância na 

segmentação.A avaliação da segmentação em imagens 

digitais ainda é realizada visualmente na maioria das vezes 

em que esta técnica é empregada (como por ex.: Shimabukuro 

et al. (1998)). Segundo Shandley et al. (1998), pesquisadores 

têm encontrado dificuldade em fazer afirmativas quantitativas 

sobre resultados de segmentação. Darwish et al. (2003) 

afirmaram que a avaliação da segmentação é feita 

indiretamente pela avaliação da classificação. 

 

Classificação K-Nearest Neighbor e lógica Fuzzy 
Para o resultado da classificação supervisionada, foi 

obtida uma acurácia geral de 89%, um índice Kappa (K) de 

0,83 e uma variância de Kappa de 0,001577, que segundo 

Landis e Koch (1977) e Fonseca (2000) é avaliado como 

classificação excelente (0,8< K≤1,0). O resultado da 

classificação é apresentado na Figura 5. 

  

(A) (B) 

Figura 5. Classificações geradas. (A) Classificação supervisionada pelo método 

K-Nearest Neighbor; (B) Classificação por regras baseada em lógica Fuzzy. 

Foi obtido o índice Kappa para as duas classes de maior 

importância consideradas, sendo as classes Araucaria 

angustifolia e Folhosas com Kappa de 0,81 e variância de 

Kappa de 0,002857. O índice para essas duas classes foi 

menor comparando com as demais, devido à menor confusão 

entre as classes Agricultura e Sombra. Disperati et al (2009) 

verificaram o uso da banda infravermelho próximo em uma 

imagem Quickbird não ortorretificada, para esta mesma área 

de estudo para mapear as copas de araucária, e obtiveram o 

índice Kappa de 0,79, sendo este valor inferior ao encontrado 

nesta pesquisa, tanto para a classificação por regras como a 

classificação supervisionada. Esta diferença pode ser 

explicada pelo fato de que foi empregada apenas a banda do 

IR no processo de classificação, e nesta presente pesquisa foi 

usada uma combinação de bandas (4RG2B). 

Na classificação por regras, (lógica fuzzy) foi obtido um 

índice Kappa de 0,82 e variância de Kappa de 0,001634, 

indicando a classificação como excelente (Congalton et al. 

1983). Ainda, foram calculados o índice Kappa somente para 

as classes Araucária e Folhosas, que resultou num índice de 

0,89 com variância de Kappa de 0,001717. Pode-se inferir 

que ambos os métodos de classificação (regras e 

supervisionada) obtiveram resultados aceitáveis (maior que 

80%) para classificar as tipologias florestais de maior 

interesse nesta pesquisa. 

As regras baseadas na textura dos objetos, não se 

mostraram eficientes, confundindo especialmente as classes 

Araucária e Folhosas, por apresentarem o elemento textura 

ligeiramente próximas, sendo assim, não foram aplicadas 

nesta classificação. Wang et al. (2005) relataram que a textura 

da imagem Quickbird não apresentou vantagem sob a 

imagem IKONOS. Isso pode estar atribuído as características 

texturais dos objetos, pois computacionalmente é difícil 

captar as diferenças texturais entre os duas classes (Araucária 

e Folhosas), que podem ser facilmente observadas por 

fotointerpretação.  Pode-se verificar na Tabela 2 o resultado 

da classificação referente à área de cada classe. 

Tabela 2. Avaliação das áreas classificadas por regras e supervisionada da 

imagem Quickbird. 

 Classes Classificação  

por Regras 

Classificação 

Supervisionada 

 Área (ha) % Área (ha) % 

Araucária 44,40 40,00 52,72 47,50 

Folhosas 49,77 44,83 37,93 34,17 

Agricultura 16,02 14,44 16,99 15,31 

Sombra 0,81 0,73 3,37 3,03 

Total 111,00 100,00 111,00 100,00 

A classe Araucária para a classificação supervisionada 

resultou em diferença de 8,32 ha a mais em relação à 

classificação por regras. Isto também ocorreu para as classes 

agricultura (0,97 ha), e sombra (2,56 ha). Para a classe 

Folhosas houve diferença de 11,84 ha a mais na classificação 

por regras.  

Foi possível analisar a acurácia do produtor e do usuário 

(Tabela 3) para ambas as classificações. A classe de menor 

valor foi a Araucária, com 84,4% e 85,3%, para a 

classificação por regras e supervisionada, respectivamente. 

Na classificação por regras, a classes Folhosas e Araucária 

apresentaram os maiores valores de acurácia do usuário, com 

96,36% e 92,86% respectivamente. As classes Agricultura 

(80%) e Sombra (53,33%) foram encontrados valores 

menores de acurácia. Esses baixos valores, são devidos, 

principalmente no caso da sombra, sendo obtidos devido à 

dificuldade de encontrar a regra ou o conjunto de regras que 

pudessem classificar com exatidão esta classe. Vale ressaltar 

que a classe Sombra representa apenas 3,3% da imagem, 

tendo baixa representatividade em relação às demais classes. 
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Tabela 3. Acurácia do produtor e do usuário para a classificação por regras e 

supervisionada. 

Classificação por Regras 
Classificação 

Supervisionada 

Clas

ses 

Acurácia 

do 

Produtor 

Acuráci

a do 

Usuário 

Clas

ses 

Acurácia 

do 

Produtor 

Acuráci

a do 

Usuário 

Ara

ucár
ia 

84,42 92,86 

Ara

ucár
ia 

85,33 91,43 

Folh

osas 
89,83 96,36 

Folh

osas 
89,09 89,09 

Agri

cult

ura 

100 80 

Agri

cult

ura 

100 100 

Som

bra 
100 53,33 

Som

bra 
100 66,67 

É importante ressaltar que nenhuma operação de pós-

classificação foi efetuada. As operações de pós-classificação, 

dependendo da ocasião, podem proporcionar melhorias à 

classificação digital e, consequentemente, na acurácia 

temática do mapeamento, mas a subjetividade do analista 

pode introduzir obliquidades nos resultados, tornando-os 

inconsistentes para a análise de desempenho de algoritmos 

(Dlugosz 2005).  

A detecção, delineamento e identificação automática da 

cobertura de espécies florestais utilizando o sensoriamento 

remoto tornam-se cada vez mais importante no setor florestal 

(Sousa et al. 2010). As imagens satelitárias de alta resolução, 

podem contribuir com a distribuição espacial das espécies 

florestais de forma mais rápida e com menor custo, auxiliando 

na tomada de decisões em inventários florestais, gestão de 

povoamentos florestais, estimativa de biomassa e área basal. 

No manejo florestal, as áreas sombreadas podem facilitar os 

trabalhos de análise interpretativa da composição de espécies 

da floresta, sobretudo do dossel, principalmente com o uso da 

automatização desses processos interpretativos, utilizando-se 

técnicas de reconhecimento de padrões de copas (Disperati e 

Oliveira Filho, 2005).  

A maior resolução espacial em imagens digitais 

proporcionada pelos novos sensores disponíveis no mercado 

não representa, necessariamente, o aumento na eficácia dos 

classificadores digitais. Acredita-se que a incorporação de 

elementos clássicos de fotointerpretação como textura, ou de 

novas abordagens analíticas como o modelo linear de mistura 

e a fusão com dados LIDAR ou imagens SAR, possam vir a 

melhorar a acurácia temática. 

 

Conclusões 

O algoritmo de segmentação para o primeiro nível, não 

foi eficaz no delineamento das copas de Araucaria 

angustifolia, devido à proximidade das copas e resolução 

espacial da imagem Quickbird, sendo necessária a aplicação 

do segundo nível. 

No processo de classificação por regras e supervisionada, 

ambas apresentaram resultados satisfatórios com índice 

Kappa de 0,81 e 0,89 respectivamente, sendo, portanto, 

aceitáveis na delimitação das tipologias florestais 

relacionadas a esta pesquisa, porém a classificação 

supervisionada apresentou-se ligeiramente superior. 
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